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Deteccidén de lesiones en la piel usando vision artificial

Introduccion

Detectar enfermedades dermatoldgicas de manera oportuna es crucial para un
tratamiento efectivo y la prevencion de complicaciones graves. En este sentido, la
Inteligencia Artificial y la Vision por Computadora se presentan como herramientas
clave para asistir a los especialistas en salud en esta tarea.

En esta tesis se evaluaran las capacidades y resultados de diversas herramientas, como
Orange Datamining, Custom Vision de Microsoft Azure y redes neuronales
convolucionales, aprovechando los recursos proporcionados por Google Colab. Se
analizaran enfermedades como melanomas, varicela, sarampién, lupus, herpes, sarna
y monkeypox.

El propdsito principal de este trabajo es desarrollar un modelo basado en 1A
(Inteligencia Artificial) que pueda ayudar al personal médico en clinicas de nivel 1
en México a realizar un prediagnostico de enfermedades dermatoldgicas. Este modelo
tiene como finalidad identificar lesiones cutaneas con precision, lo que permitiria a
los profesionales de la salud tomar decisiones mas informadas sobre la necesidad de
referir a los pacientes a centros médicos de mayor nivel para un diagnéstico y
tratamiento mas especializado.

Para ello, es importante comprender como un dermatélogo analiza las lesiones en la
piel. Este evaluara el color de la lesion, si es uniforme o si presenta variaciones en
tono. Ademas, se analizara la forma y tamano de la lesién, asi como su evolucién en
el tiempo.

Se espera que este modelo contribuya significativamente a mejorar la deteccion
temprana de enfermedades dermatoldgicas en clinicas de nivel méas bajo, lo que
podria resultar en una mejor atencién para los pacientes y en la prevencion de
complicaciones graves.

Este trabajo de se compone de 5 capitulos. El Capitulo 1. presenta los antecedentes,
la justificacion y los objetivos de este proyecto, destacando la importancia de esta
iniciativa en el contexto de la salud pablica. EI Capitulo 2. abordara la metodologia
necesaria para comprender el proyecto, desde los conceptos basicos de IA hasta el
funcionamiento de las Redes Neuronales Convolucionales (CNN), que constituyen la
base del modelo propuesto. En el Capitulo 3. se detallara la metodologia especifica
empleada para el desarrollo del proyecto, incluyendo la recoleccion y preparacion de
datos, el disefio y entrenamiento de los modelos, y la evaluacion de su desempefio.
Ademas, se presentaran tres aproximaciones distintas para el desarrollo del modelo:
una basada en CNN, otra utilizando Orange Datamining y una tercera empleando
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Custom Vision de Microsoft Azure. En el Capitulo 4. se discutiran los resultados

obtenidos de cada una de las aproximaciones realizadas, comparando los resultados
de precision, tanto en el entrenamiento como en la validacién de los modelos
desarrollados. Finalmente, en el Capitulo 5. se presentaran las conclusiones del
proyecto, resumiendo las principales contribuciones, limitaciones y posibles
direcciones futuras de investigacién, asi como el impacto potencial del modelo
desarrollado.

1. Problematica

Las enfermedades de la piel representan un amplio espectro de condiciones médicas
que afectan la integridad y funcion de este 6rgano vital. Desde el cancer de piel, con
sus variantes como melanomas y no melanomas, hasta enfermedades infecciosas
como el herpes zoOster y la sarna, estas afecciones pueden tener impactos
significativos en la salud y calidad de vida de las personas. Ademas, factores como
la exposicion a la radiacion ultravioleta, la genética, y las condiciones
socioecondmicas pueden influir en su desarrollo y curso. Comprender la naturaleza y
el manejo de estas enfermedades es crucial para brindar atencion medica efectiva y
mejorar la salud de quienes las padecen.

El cancer es una enfermedad caracterizada por el crecimiento anormal y acelerado de
células cancerigenas que tienden a esparcirse a otros 6rganos del cuerpo. Es la
segunda causa de muerte en el mundo después de las enfermedades cardiovasculares.
El cancer de piel se divide en melanomas y no melanomas, siendo los primeros mas
agresivos y los segundos menos. El cancer de piel es una de las enfermedades
oncoldgicas mas comunes en el mundo. EI melanoma es el decimonoveno cancer mas
comun en hombres y mujeres, con alrededor de 300,000 nuevos casos alrededor del
mundo en el afio 2018. EI no melanoma es el quinto cancer mas comun en hombres
y mujeres con mas de un millon de diagnosticos alrededor del mundo en el afio 2018
(World Cancer Research Fund International, 2021).

Los hematomas son sintomas de diversos tipos de cancer como la leucemia. En
Meéxico, el cancer de piel tiene una incidencia de aproximadamente 1000 casos
anuales. El riesgo de contraer cancer en la piel depende de maultiples factores como
la edad, el sexo, la raza, el consumo de tabaco y alcohol, y la exposicion a la

radiacion UV (Ultravioleta). A pesar del aumento del IDH (indice de Desarrollo
Humano) logrado por México en el afio 2018, solo cuenta con un aproximado de 1-3
maquinas de radioterapia por cada millon de habitantes. La leucemia es la principal
causa de muerte en México en la poblacion con menos de 15 afios y en los jovenes
de 15 a 29 afios (INEGI, 2021).

Para valorar un hematoma o melanoma se requiere de estudios como radiografias,
ecografias, andlisis de sangre y resonancias magnéticas. Esto puede traducirse en
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tiempo y dinero para la persona que los padece, ademas de dificultar el acceso a una

atencion médica de calidad en zonas de alta marginacion. El problema que se pretende
resolver es determinar si una inteligencia artificial puede realizar un prediagnostico
en base a fotografias de lesiones en la piel otorgadas por el usuario y si este
prediagnostico es realizado con eficacia para poder apoyar a un especialista al
momento de realizar un diagndstico.

Por otro lado, la varicela es una enfermedad comdn en la poblacion infantil de los
paises desarrollados, siendo la mas frecuente después de la inmunizacion sistematica
contra el sarampion y la rubéola. Aunque suele ser benigna, puede tener
complicaciones graves, especialmente en personas inmunodeficientes, con
neumopatias, embarazadas, y en nifios menores de un afio, adolescentes y adultos.
Los costos directos e indirectos de la varicela incluyen medicamentos,
hospitalizacion, absentismo escolar y laboral, y afectan significativamente a la
sociedad y la economia. La edad de aparicion de la varicela esta disminuyendo, y la
mayoria de los adultos mayores de 25 afios son inmunes. Las complicaciones mas
comunes en nifios sanos son infecciones bacterianas secundarias, seguidas de
complicaciones neuroldégicas y pulmonares. En personas inmunodeprimidas y
adultos, las complicaciones méas frecuentes son debido al virus varicela-zoster,
incluyendo varicela diseminada, con riesgo de afectacion pulmonar, hepética y
neuroldgica. La varicela puede ser fatal, especialmente en adultos. La vacunacion
contra la varicela ha demostrado ser eficaz, segura y reduce la incidencia de
complicaciones y la carga econdmica y social asociada con la enfermedad. (Moraga
& Campins, 2000).

Martinez-Fernandez y colaboradores (2023) proporcionan una vision general de la
infeccién por virus del monkeypox, un virus zoonético que pertenece al género
Orthopoxvirus. A pesar de su benignidad habitual, el monkeypox puede tener
complicaciones graves, especialmente en poblaciones de riesgo como personas
inmunodeficientes, con neumopatias, embarazadas y nifios menores de un afo,
adolescentes y adultos. Desde la erradicacion de la viruela, el monkeypox se ha
identificado como el Orthopoxvirus mas comun que causa enfermedad en humanos.
Aungue endémico en ciertas regiones de Africa, el brote actual de monkeypox,
iniciado en 2022, se ha extendido a numerosos paises, generando preocupacion global
con mas de 87,545 casos y 141 muertes reportadas hasta mayo de 2023, la

mayoria en paises no endémicos, principalmente debido a la transmision de persona
a persona. La revisién aborda aspectos clave como reservorios animales, modos de
transmision, epidemiologia, caracteristicas clinicas e inmunolégicas, diagnostico,
tratamientos, vacunas y estrategias de prevencion, ofreciendo informacion valiosa
para futuras investigaciones y el desarrollo de intervenciones efectivas.

Algunas de las enfermedades de la piel han tenido rebrotes como lo expone Suvvari
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et al. (2023) discuten la reemergencia del sarampion como una amenaza global

inminente debido al declive en las tasas de vacunacion durante la pandemia de
COVID-19, con un enfoque especial en el reciente brote en India. La interrupcion de
los procedimientos de vacunacion rutinaria durante la pandemia ha llevado a brotes
esporadicos de sarampion entre los nifios. Se estima que mas de 23 millones de nifios
han perdido sus dosis de vacunacion de rutina, lo que ha afectado la distribucion de
la vacuna contra el sarampion. El sarampion, causado por el virus del sarampion
(MeV), es altamente contagioso, con un niumero de reproduccién basico (RO) de 12-
18, y se transmite por contacto directo y a través del aire. Durante la pandemia de
COVID-19, se redujo significativamente el numero de dosis de vacunas
administradas en comparacion con la era pre-pandémica. La vacilacién ante la
vacunacion, las condiciones de vida precarias, los servicios de salud inadecuados y
la falta de nutricion adecuada han contribuido a los brotes de sarampion. Desde el
comienzo de 2022, Mumbai ha registrado mas de 20 brotes de sarampion, con la cepa
D8 del virus asociada con el brote mas reciente. A pesar de que la estructura del virus
no ha cambiado, los brotes recientes se deben principalmente a lagunas en la
inmunizacion. India, junto con muchos otros paises del sur de Asia, se ha
comprometido a eliminar el sarampidn y controlar la rubéola para 2020. Sin embargo,
muchos paises han postergado o dado menos prioridad a las camparas de vacunacion
contra el sarampion durante la pandemia de COVID-19, lo que ha aumentado el
riesgo de brotes de sarampion en todo el mundo. Se han reportado alrededor de 13,000
casos de sarampidn en India en 2022, considerado el brote mas grande del afio, lo que
amenaza el objetivo del pais de eliminar esta enfermedad para su fecha limite de
2023. La Organizacion Mundial de la Salud (OMS) y los Centros para el Control y la
Prevencion de Enfermedades (CDC) han advertido que el sarampion es ahora una
amenaza inminente en todo el mundo debido a la disminucion de las tasas de
vacunacion y la vigilancia debilitada del virus del sarampion durante la pandemia de
COVID-19. Es fundamental intensificar las campafias de vacunacion contra el
sarampion a gran escala en India y a nivel mundial para proteger la salud y la vida de
los nifios.

El estudio realizado por J.A. Avilés y colaboradores (2013) analizé a 101 pacientes
diagnosticados con lupus eritematoso cutdneo en un hospital de tercer nivel entre
2007 y 2011. Se encontr6 que la edad media al diagnostico fue de 40 afios, con un
predominio del 84% de mujeres, representando el 94% en las formas subagudas. Se
observo que el 79% de las formas crénicas discoides se localizaron exclusivamente
en la cabeza y el cuello, mientras que el 97% de las formas subagudas se localizaron
en el tronco.

Se identificaron un total de 8017 casos de herpes zéster confirmados por registros
médicos. La edad promedio de los pacientes con herpes zéster fue de 51.8 afios (DE,
23.7), con un rango de edad de 0.3 a 101.7 afios. En general, el 58.7% de los casos
fueron mujeres. La poblacion del condado de Olmsted crecié de aproximadamente
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44,000 en 1945 a 140,000 en 2007, con un aumento modesto en la mezcla racial y

étnica, de menos del 1% de no blancos en 1945 a 7.3% de no blancos en 2007 y menos
del 1% de hispanos en 1945 a 3.8% en 2007. Aproximadamente el 6.6% de los
pacientes con herpes zo6ster eran inmunocomprometidos y el 35.4% recibi6 terapia
antiviral (Kawai, Yawn, Wollan, & Harpaz, 2016). El porcentaje de pacientes con
estado inmunocomprometido con herpes zéster vario entre 1.4% en 1945-1949, 8.8%
en 1990-1999 y 6.0% en 2000-2007. El uso de terapia antiviral aumentd del 11.8%
en 1980-1989 al 46.8% en 2000-2007 (Kawai et al., 2016).

En el trabajo de Welch y colaboradores (2021), se destaca que la sarna, reconocida
por la OMS como una de las enfermedades tropicales desatendidas mas importantes
desde 2017, no solo tiene consecuencias significativas para la salud, sino también
efectos psicosociales profundos. Los esfuerzos recientes se han centrado en establecer
la carga global de la sarna, desarrollar criterios de diagnostico e introducir
intervenciones de salud publica.

Se menciona que la sarna es causada por &caros microscopicos transmitidos a través
del contacto cercano, y prospera en comunidades con recursos escasos, con
hacinamiento y pobreza. La reinfestacion rapida es comun en areas endémicas debido
al dificil acceso al tratamiento y al hacinamiento domeéstico. La carga econdmica en
estas comunidades incluye costos directos relacionados con medicamentos, dias de
enfermedad y hospitalizacion.

Aunque la sarna ocurre en todo el mundo, la mayor prevalencia se documenta en
regiones con climas calidos y tropicales, como las islas del Pacifico, América Central
y el norte de Australia. Grupos vulnerables como los nifios pequefios y los ancianos
estan afectados de manera desproporcionada. Por ejemplo, en Fiji se informo que mas
de un tercio de los residentes tenian sarna y mas de la mitad de los nifios estaban
afectados. Ademas, se destaca que las consultas médicas por sarna representaron el
58% de las consultas de enfermedades infecciosas/dermatologia entre los migrantes
gue llegaban a Italia y el 56.5% entre las poblaciones sin hogar de Paris.

1.1 Justificacion

La deteccion precisa y oportuna de enfermedades dermatoldgicas es fundamental para
garantizar un prediagnéstico y la canalizacién adecuada a especialistas, lo que puede
prevenir complicaciones graves y mejorar la calidad de vida de los pacientes. Sin
embargo, la evaluacion manual de las lesiones cutaneas puede ser subjetiva y propensa a
errores, lo que resalta la necesidad de utilizar enfoques apoyados en visién por
computadora para mejorar la precision y eficiencia del diagnostico dermatolégico.

En este contexto, la Inteligencia Artificial y la Visién por Computadora ofrecen un
enfoque prometedor para mejorar la deteccion de enfermedades dermatoldgicas a través
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del anélisis automatizado de imagenes digitales de lesiones cutdneas. Estas tecnologias

permiten a los profesionales de la salud aprovechar algoritmos avanzados y modelos de
aprendizaje automatico para identificar patrones y caracteristicas especificas asociadas
con diversas enfermedades de la piel.

La utilizacion de herramientas de inteligencia artificial en el campo de la dermatologia
podria ser de gran ayuda en el prediagndstico de enfermedades cuténeas. Estas
herramientas podrian procesar rapidamente grandes cantidades de imagenes de lesiones
cutaneas, identificando patrones y caracteristicas que podrian escapar al ojo humano. Al
proporcionar analisis objetivos y precisos, estas herramientas podrian servir como una
herramienta complementaria para los dermatdlogos, ayudandoles a tomar decisiones mas
informadas y precisas en el proceso de diagndstico. Ademas, al permitir la deteccion
temprana de enfermedades, estas herramientas podrian mejorar significativamente los
resultados clinicos y la calidad de vida de los pacientes.

1.2. Objetivos

Objetivo General: Clasificar lesiones cutaneas usando Redes neuronales artificiales a
partir de imagenes para identificar enfermedades tales como: cancer de piel, la sarna,
el sarampion, entre otras y apoyar en el prediagnostico de enfermedades de la piel.
Objetivos especificos:

1. Evaluar la efectividad de las redes neuronales artificiales en el prediagnostico
de diversas enfermedades de la piel

2. Construir un dataset robusto que abarque enfermedades relevantes y de alta
recurrencia en la poblacion en general

3. Comparar varios modelos y plataformas que ofrecen sistemas 0 modelos de
clasificacion ademas de sus resultados obtenidos

4. Elaborar un sistema mévil con un modelo entrenado para la detencion de lesiones

1.3. Hipétesis

¢Es posible detectar una variedad de lesiones en la piel utilizando inteligencia
artificial y modelos de vision artificial? Se plantea que si, dado que un dermatélogo
experto realiza la deteccion de lesiones cutaneas benignas o malignas basandose en
la observacion de caracteristicas como la asimetria, los bordes irregulares, el color,
el diametro y la evolucion de la lesion. Esta habilidad humana puede ser emulada por
algoritmos de inteligencia artificial, como redes neuronales convolucionales, que
pueden analizar imagenes de lesiones cutaneas y clasificarlas con alta precision,
mejorando asi el diagnostico dermatoldgico y facilitando la deteccién temprana de
enfermedades.
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1.4. Antecedentes

Para abordar el desafio planteado en la seccion 1.1, es esencial explorar dos areas
clave: sistemas de visién y medicina. En este apartado, se presentan los fundamentos
del problema tratado en esta tesis, asi como las técnicas y tecnologias de vanguardia
existentes para su resolucion. Nos enfocaremos en el estudio de la vision artificial, la
segmentacién de imégenes y los algoritmos y plataformas que nos permiten clasificar
imégenes de manera efectiva.

2. Marco Teorico

2.1 Inteligencia Artificial

La inteligencia artificial (1A) se refiere al esfuerzo por hacer que los computadores
realicen tareas que, cuando son realizadas por personas, requieren de inteligencia. En
un sentido amplio, se trata de desarrollar maquinas con mentes, capaces de realizar
funciones cognitivas como la toma de decisiones, la resolucion de problemas y el
aprendizaje. La IA también se ocupa del estudio de como lograr que los computadores
realicen tareas de manera racional, es decir, de manera que se considere "correcta” en
funcidn del conocimiento que poseen (Russell & Norvig, 2021).

Alan Turing, en su articulo "Computing machinery and intelligence™, propuso la
Prueba de Turing como un método para evaluar la inteligencia de una maquina. La
prueba consiste en que un evaluador humano realice preguntas a una maquinay a un
humano sin verlos, y debe determinar cual es cual basandose en las respuestas. Si el
evaluador no puede distinguir entre la maquina y el humano, se considera que la
maquina tiene inteligencia (Turing, 1950).

2.2 Enfermedades de la piel

En este apartado describiremos brevemente las enfermedades de estudio las cuales se
pueden ver en la figura 1, las enfermedades incluidas abarcan una variedad de
condiciones dermatoldgicas, cada una con caracteristicas distintivas en términos de
apariencia y comportamiento clinico. Estas enfermedades pueden afectar diferentes
capas de la piel, manifestdndose en forma de lesiones, erupciones, manchas o
protuberancias. Es fundamental reconocer y diferenciar estas enfermedades, ya que
algunas pueden ser benignas, mientras que otras pueden tener implicaciones mas
graves para la salud.
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Figura. 1 Enfermedades evaluadas en el estudio: a) Melanoma, b) Herpes, ¢) Sarampién, d) Sarna, €) Monkeypox, f) Lupus y g)
Varicela

2.2.1 Melanoma

Los melanomas son (véase Figura 1 letra a) son un tipo de cancer de piel que se
desarrolla a partir de los melanocitos, las células que producen el pigmento de la piel
Ilamado melanina. Estos canceres generalmente se presentan como lunares o manchas
pigmentadas en la piel que han cambiado de tamafio, forma o color con el tiempo. El
melanoma puede diseminarse rapidamente a otros Organos si no se trata
tempranamente, por lo que es importante detectarlo y tratarlo lo antes posible.
El cancer es una enfermedad caracterizada por la formacion de tumores malignos, es
decir, que se diseminan a otras partes del cuerpo. Los tumores malignos son resultado
de la divisidon anormal de las células cancerosas estas pueden invadir y destruir tejido
sano de otros érganos del cuerpo sin importar cuales sean, el cancer también puede
diseminarse a través del torrente sanguineo o el sistema linfatico. El instituto
Nacional del Céancer lo define como:
El cancer es una enfermedad por la que algunas células del cuerpo se
multiplican sin control y se diseminan a otras partes del cuerpo. Es posible que
el cancer comience en cualquier parte del cuerpo humano, formado por billones
de células. En condiciones normales, las células humanas se forman y se
multiplican (mediante un proceso que se llama divisién celular) para formar
células nuevas a medida que el cuerpo las necesita. Cuando las células
envejecen o se dafian, mueren y las células nuevas las reemplazan. [...] Estas
células tal vez formen tumores, que son bultos de tejido. Los tumores son
cancerosos (malignos) o no cancerosos (benignos). (Instituto Nacional del
Céancer, 2021)



Deteccidén de lesiones en la piel usando vision artificial
2,2,2 Herpes Zoster

Herpes zéster (culebrilla) es una enfermedad causada por el virus varicela-zoster
como resultado de una disminucion en la inmunidad celular especifica que ocurre
fisiol6gicamente con el proceso de envejecimiento o debido a la inmunosupresion y
condiciones que involucran inmunodeficiencia. Las lesiones de herpes causan
ampollas dolorosas en un lado del cuerpo(Véase Figura 1 letra b). Para el herpes oral
(tipo 1), aparecen en los labios y forman costras. Para el herpes genital (tipo 2),
aparecen en los genitales. Las lesiones son contagiosas y pueden reaparecer durante
periodos de estrés o cuando el sistema inmunolégico esta debilitado. (Gross, Schofer,
Wassilew, Friese & Timm, 2003)

2.2.3 Sarampion

El sarampidn, también conocido como rubeola, es una enfermedad viral aguda febril
altamente contagiosa y prevenible las lesiones destacan por ser pequefias lesiones en
la piel en forma de granos como se puede ver en la figura 1 letra c. A pesar de la
disponibilidad de una vacuna efectiva, sigue siendo una causa importante de
mortalidad y morbilidad a nivel mundial, especialmente en las regiones de Africa y
el sudeste asiatico. Aunque los funcionarios de salud puablica declararon la
eliminacion del sarampién en los Estados Unidos en 2000 y en la region de las
Américas en 2016, los brotes siguen ocurriendo a traves de la enfermedad importada
y la transmision entre grupos de nifios no vacunados en la comunidad. Segun los
Centros para el Control y la Prevencion de Enfermedades (CDC), hubo 372 casos en
2018 y 764 casos hasta mayo de 2019. Esta actividad proporciona una vision general
de la prevencion, transmision y diagnostico del sarampion, y destaca el papel del
equipo interprofesional en ayudar a sus pacientes a prevenir esta enfermedad
(Kondamudi & Waymack, 2023).

2.2.4 Sarna

La sarna es una infestacion comudn que se presenta de forma variable en diferentes
situaciones clinicas(VVéase Figura 1 letra d). En entornos desarrollados, los brotes en
instituciones y residencias desafian a los servicios de salud y sociales. Por otro lado,
en areas con recursos limitados, las bacteriemias estafilocécicas y estreptococicas,
provocadas por el rascado, tienen un impacto significativo en la salud comunitaria a
largo plazo. En los ultimos afios, la sarna ha sido reconocida como una "enfermedad
tropical desatendida" por la Organizacién Mundial de la Salud. (Chandler & Fuller,
2019).
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2.2.5 Monkey Pox

Es enfermedad viral zoono6tica causada por el virus del monkeypox se puede observar
en laFigura 1 letra e, ha emergido como un desafio significativo para la salud publica
mundial. Hasta mayo de 2022, el virus era endémico en paises de Africa occidental y
central, con casos esporadicos fuera de este mismo. Sin embargo, desde mayo de
2022, se han identificado numerosos casos en paises no endémicos sin historial de
viajes desde areas endémicas, lo que indica una posible transmision a largo plazo en
ausencia de vinculos epidemiol6gicos conocidos. Este cambio es preocupante, ya que
plantea interrogantes sobre la evolucion del virus y su capacidad para la transmision
no detectada.

Se han reportado siete casos de monkeypox relacionados con viajes fuera del
continente africano entre septiembre de 2018 y noviembre de 2021, incluidos casos
en Israel, Singapur y Estados Unidos. Este cambio en la distribucion geogréafica y la
aparicion de casos en lugares sin conexiones epidemioldgicas conocidas plantean
desafios adicionales para el control y la prevencion de la enfermedad. La situacion
actual subraya la importancia de la vigilancia continua y la implementacion de
medidas preventivas efectivas para contener la propagacion del virus del monkeypox
(Ferdous et al., 2023).

2.2.6 Lupus eritematoso

El lupus eritematoso cutaneo (LEC) se manifiesta en diversas formas clinicas,
incluyendo el LEC agudo, subagudo y cronico. La version aguda de este puede
aparecer como un sarpullido en la cara, mientras que el subagudo es altamente
sensible a la luz solar y suele afectar la parte superior de la espalda, hombros, cuello
y pecho como puede observarse en la Figura 1 letra f. Por otro lado, el cronico se
caracteriza por placas escamosas en el cuero cabelludo, la cara y las orejas, que
pueden dejar cicatrices y cambios en la pigmentacion de la piel. Ademéas de estos
subtipos, existen otras formas menos comunes de LEC. Esta enfermedad también
puede causar otros problemas en la piel, como vasculitis, cambios en la coloracién de
la piel, pérdida de cabello, lesiones en los dedos y ampollas. (Walling & Sontheimer,
2009)

2.2,7 Varicela

La varicela es una enfermedad infecciosa altamente contagiosa causada por el virus
de la varicela-zéster que afecta principalmente a nifios y se caracteriza por la
aparicion de un sarpullido caracteristico en todo el cuerpo como puede verse en la
Figura 1 letra g. Aungue generalmente es una enfermedad leve y autolimitada, puede
causar complicaciones graves, especialmente en adultos y personas con sistemas
inmunologicos debilitados. En un estudio reciente sobre la varicela, se investigaron
genes de susceptibilidad a la enfermedad en diferentes continentes, lo que sugiere que
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factores genéticos pueden influir en la susceptibilidad y la gravedad de la varicela en

poblaciones diversas (Irham et al., 2023).

2.3 Tecnologias para la clasificaciéon de imagenes

En la actualidad, el andlisis de imagenes se ha convertido en una herramienta
fundamental en diversas areas, como la medicina, la industria, la agricultura y la
investigacion cientifica. Para llevar a cabo una clasificacion precisa y eficiente de
imagenes, se han desarrollado diversas tecnologias basadas en inteligencia artificial
y aprendizaje automatico. Entre estas tecnologias destacan las redes neuronales
convolucionales, que han demostrado ser altamente efectivas en el procesamiento de
imégenes. Plataformas como Azure de Microsoft ofrecen herramientas avanzadas
basadas en estas tecnologias, que permiten realizar tareas de clasificacion de
imagenes de manera automatizada y precisa. En este capitulo, se exploraran algunas
de las tecnologias mas relevantes en este campo, asi como su aplicacion en diferentes
contextos y sus beneficios en términos de eficiencia y precision en la clasificacion de
imagenes.

2.3.1 Azure Custom Vision

Microsoft Azure's Custom Vision es un servicio de reconocimiento de imagenes que
permite a los usuarios crear, implementar y mejorar sus propios modelos de
identificacion de imagenes. A diferencia del servicio Azure Al Vision, Custom
Vision permite a los usuarios definir sus propias etiquetas y entrenar modelos
personalizados para detectarlas (Microsoft, 2023).

2.3.2 Red Neuronal Convolucional

Las Redes Neuronales Convolucionales (CNNSs) tienen varias capas para procesar
datos. La idea de este modelo comenzo en la década de 1950 cuando los
investigadores Hubel y Wiesel estudiaron como funcionan los sistemas visuales de
los animales (Carrién, 2023).

Una CNN consta de una capa de entrada, una o mas capas ocultas y una capa de
salida. Las CNN se utilizan principalmente para tareas como la clasificacion y la

vision por computadora. Son excelentes para clasificar imagenes porque pueden
identificar patrones importantes en las imagenes, lo que facilita su reconocimiento y
clasificacion.

2.3.3 Funcion de Activacion MISH

MISH es una alternativa prometedora a ReLU en algoritmos de clasificacién de
imagenes. Una de sus principales ventajas es su capacidad para abordar el problema
de la desaparicién del gradiente. Mientras que ReLU puede causar gradientes

11



Deteccion de lesiones en la piel usando vision artificial
excesivamente grandes y saturacion de neuronas,

MISH es més suave y ayuda a aliviar estos problemas (Liu y Furber, 2016) . Esta
funcion es una funcidn de activacion neuronal suave y no mondétona definida como:

f(x)=x+tanh( In(1 + e*) ), donde {(x)=In(1 + e”"x) @Y

2.3.4 Orange Data Mining

Orange Data Mining es un software de codigo abierto utilizado para visualizacion de
datos, aprendizaje automatico, mineria de datos y anélisis de datos (Orange Visual
Programming, 2023). Proporciona una interfaz de programacion visual que permite
a los usuarios explorar datos cualitativos y visualizarlos de forma interactiva.
Ademas, incluye el modelo Inception v3 como un modelo CNN preentrenado para
tareas de clasificacion de imagenes. Este modelo de aprendizaje profundo,
desarrollado por Google, es conocido por su alta precision en la clasificacion de
imagenes. Es una variacion de la arquitectura Inception que utiliza una combinacién
de capas convolucionales, capas de agrupamiento y capas completamente conectadas
para aprender caracteristicas de las imagenes de entrada. (Sharma & Lohchab, 2021)

2.4 Técnicas de preprocesamiento

En vision artificial, una técnica de preprocesamiento se refiere a un conjunto de
operaciones o transformaciones aplicadas a una imagen digital antes de que sea
analizada por un algoritmo de vision por computadora. Estas técnicas tienen como
objetivo mejorar la calidad de la imagen, resaltar caracteristicas importantes, reducir
el ruido o simplificar la informacion para facilitar la tarea de analisis o
reconocimiento de patrones por parte de los algoritmos.

2.4.1 Escala de grises

En el &mbito de la vision artificial, la conversidon de una imagen a escala de grises es
un paso fundamental que permite simplificar la informacién visual al eliminar la
componente de color, preservando Unicamente la informacion de luminosidad. Una
de las técnicas mas comunes para lograr esta conversion es mediante la férmula de
luminancia ponderada, la cual considera la sensibilidad del ojo humano a diferentes
colores. Esta formula asigna un valor de intensidad Unico a cada pixel de la imagen,
combinando los componentes de rojo, verde y azul en proporciones especificas
(0.299, 0.587 y 0.114 respectivamente) de la siguiente manera:

gris=0.299xrojo+0.587xverde+0.114xazul

De esta manera, se obtiene una representacion en escala de grises que conserva las
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caracteristicas de luminosidad de la imagen original, pero simplificada y lista para

ser procesada por algoritmos de vision por computadora.

2.4.2 Espacio de color HSL

El espacio de color RGB es conocido por su uso en pantallas LCD a color, mientras
que HSL se emplea en procesamiento de imagenes. Cada espacio tiene sus propias
caracteristicas: RGB es hardware-orientado, mientras que HSL estd orientado al
humano (Wu & Sun, 2013). HSL, similar a RGB, se compone de tres componentes:
tono, saturacion y luminancia. El tono abarca todas las mezclas posibles de los colores
primarios y se representa en grados de 0 a 360. La saturacién indica la pureza del
color, y la luminancia, la cantidad de luz reflejada (Aptoula & Lefévre, 2009).

Las ecuaciones de conversion de tono y saturacion son ampliamente utilizadas, pero
algunas requieren operaciones trigonometricas, lo que las hace menos adecuadas para
implementar en arquitectura digital (Nnolim, 2015).

_ Rmax + Rmin

L = > (2)

Rmax — Rmin
= siL<0.5

" Rmax + Rmin

g = Rmax — Rmin L > 0.5
~ 2.0 — (Rmax + Rmin) Sth =1

G—-B

H =
Rmax — Rmin

si Rmax = R

_ B —R
" Rmax — Rmin

si Rmax = G

_ R—G
" Rmax — Rmin

si Rmax = B

En esta formula Rmax y Rmin son los valores maximo y minimo de los componentes
RGB del pixel respectivamente, y L,S,H representan los valores de luminosidad,
saturacion y matiz del pixel en el espacio de color HSL. Esta representacion facilita
el analisis y manipulacién de colores en aplicaciones de procesamiento de imagenes.
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2.4.3 Segmentacion de imagenes

Para la labor de la clasificacion de iméagenes es indispensable la segmentacion esta es
la separacion de los elementos de una imagen, a través de un proceso de codificacion
y decodificacion (Véase Figura 2), esta se encarga de dividir las imégenes en
pequefios segmentos u objetos (Szeliski, 2010). Este proceso es crucial en areas como
el analisis de imagenes del ambito médico, vehiculos inteligentes, video vigilancia y
la realidad aumentada (Forsyth & Ponce, 2002). A lo largo del tiempo, se han
desarrollado diferentes algoritmos para segmentar imagenes, desde métodos clasicos
como el umbralizado (Otsu, 1979) y el crecimiento o eliminacion de elementos como
la dilatacion y erosién hasta algoritmos mas avanzados como puede ser el clustering
k-means o el Algoritmo Watershed (Najman & Schmitt, 1994).

Input Image Latent _ Output Map

. _ Representation
ncoder‘ l Decoder
; 9 | ” f
£ B J L
X

Figura. 2 Ejemplo del proceso de segmentacion (Minaee,2020)

La segmentacién de imagenes puede ser tratada como una tarea de asignacion de
clases a pixeles basada en su contenido semantico, o como la divisién de objetos
individuales en una imagen. (Plath, Toussaint, & Nakajima, 2009). La segmentacion
semantica se encarga de que para pixel le sea asignada una etiqueta, por otro lado, la
segmentacion de instancias va mas alla al delinear y detectar cada objeto de relevante
en la imagen (Starck, Elad, & Donoho, 2005).

En su articulo "Image Segmentation Using Deep Learning: A Survey", Minaee et al.
(2020) proporcionan una revision exhaustiva de los Ultimos avances en segmentacion
de iméagenes utilizando aprendizaje profundo, destacando la importancia y las
aplicaciones de este campo en constante evolucion.

La segmentacion de imagenes se fundamenta en tres principios basicos que guian el
proceso de division de la imagen en segmentos significativos:

e Similitud: Este principio se refiere a que los pixeles que pertenecen a un
mismo objeto tienen valores similares con respecto a alguna propiedad
especifica. En el contexto de la segmentacion, se estudia la regularidad de los
valores de nivel de gris presentes en la imagen. Es decir, los pixeles que
forman parte de un objeto tienden a tener propiedades similares, como
intensidades de color cercanas en imagenes en color o niveles de gris similares
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2.4.4

en imagenes en escala de grises.

Discontinuidad: Los objetos y las regiones que se desean segmentar suelen
destacarse del entorno y presentar contornos o bordes mas definidos que los
objetos que los rodean. Este principio se basa en la observacion de que los
bordes entre objetos representan areas donde hay cambios significativos en las
propiedades de los pixeles, como cambios abruptos en el color, la textura o la
intensidad.

Conectividad: Este principio se refiere a que los pixeles que pertenecen a un
mismo objeto tienden a estar adyacentes, es decir, a agruparse y formar
regiones homogéneas en la imagen. La conectividad se utiliza para distinguir
entre objetos separados y asegurar que los segmentos resultantes sean
coherentes y representen entidades individuales en la escena.

Aumento de Datos

Las técnicas tradicionales de aumento de datos son fundamentales en el
procesamiento de imagenes y la mejora del rendimiento de los modelos de
aprendizaje automatico (Vease Figuras 3-7). Aqui tienes un resumen de las
principales técnicas de aumento de datos y como se aplican:

Transformaciones geomeétricas: Estas operaciones basicas incluyen voltear, recortar
y rotar imagenes para aumentar la diversidad de datos.

Volteo (Flipping): Refiere al proceso de invertir imagenes horizontal o
verticalmente, lo que ayuda a evitar problemas de clasificacion debido a la
direccion en las iméagenes. Por ejemplo, en un conjunto de datos de perros y
gatos, algunas imagenes de perros pueden estar mirando hacia la izquierda,
lo que podria confundir al modelo. El volteo horizontal puede resolver este
problema.

Figura. 3 Ejemplo funcion de volteo en el aumento

Recorte (Cropping): Esta técnica recorta una parte aleatoria de la imagen y la
redimensiona a un tamafio especifico, lo que ayuda a estandarizar el tamafio
de las imégenes de entrenamiento.
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-

Figura. 4 Ejemplo funcion de corte en el aumento

Rotacion (Rotation): Las imagenes se rotan por un angulo especificado para
aumentar la variabilidad de los datos. Sin embargo, la rotacion puede causar
pérdida de informacidn en los bordes de las iméagenes.

Transformaciones fotométricas: Estas técnicas alteran los valores de los
pixeles en lugar de su posicion.

Figura. 5 Ejemplo funcién de transformacién fotométrica en el aumento

Cambios de color (Colour Jittering): Se manipulan los canales de color de una
imagen, como el brillo, el contraste o los colores, para generar variaciones en
los datos.

Kernel/Filtro: Los kernels juegan un papel importante en el aprendizaje
profundo al extraer caracteristicas de las imagenes como filtro.

Figura. 6 Ejemplo de cambio de Kernel en el aumento

Deteccion de bordes (Edge Detection): Se utilizan filtros como Sobel o Canny
para detectar bordes en las imagenes.

Transformaciones de ruido (Noise Transformations): Estas técnicas agregan
ruido a las imagenes para aumentar la resistencia del modelo al ruido en los
datos reales.
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Figura. 7 Ejemplo del uso de transformaciones de ruido en el aumento

e Ruido Gaussiano (Gaussian Noise): Se agrega ruido gaussiano a las imagenes
para simular imperfecciones.

Para concluir este apartado, podemos citar el articulo "Data Augmentation in
Classification and Segmentation: A Survey and New Strategies” de Khaled Alomar,
Halil Ibrahim Aysel y Xiaohao Cai. En este articulo, los autores exploran diversas
estrategias de aumento de datos en clasificacion y segmentacion de imagenes, lo que
destaca la importancia de estas técnicas en el contexto de las redes neuronales
convolucionales y otras aplicaciones de visién por computadora. Algunas de las
estrategias discutidas incluyen transformaciones geomeétricas, transformaciones
fotométricas, el uso de kernels y filtros, asi como transformaciones de ruido. Este
estudio resalta la necesidad de abordar los desafios asociados con el entrenamiento
de modelos de redes neuronales profundos, como los requisitos de datos a gran escala,
el tiempo de entrenamiento prolongado, el sobreajuste y la disminucion del
rendimiento con la escasez de datos. Estos resultados subrayan la importancia de
investigar y desarrollar nuevas estrategias de aumento de datos para mejorar la
generalizacion y la efectividad de los modelos de vision por computadora basados en
redes neuronales convolucionales.

2.4.5 Raspberry Pig

La Raspberry Pi 4 es una microcomputadora de bajo costo y alto rendimiento
desarrollada por la Fundacion Raspberry Pi. Disefiada para ser una herramienta
educativa y accesible, esta pequefia pero potente computadora puede ejecutar una
variedad de sistemas operativos, incluyendo su propio Raspberry Pi OS basado en
Linux, y aplicaciones que normalmente se ejecutan en computadoras de escritorio
mas grandes y costosas.

La Raspberry Pi 4 es notable por su avance significativo en velocidad y rendimiento
respecto a modelos anteriores. Por primera vez, se ha creado una experiencia de
escritorio completa. Ya sea que estés editando documentos, navegando por la web
con varias pestafias abiertas, manejando hojas de célculo o elaborando una
presentacion, encontraras que la experiencia es fluida y muy reconocible. Todo esto
en una maquina que es mas pequefia, mas eficiente energéticamente y mucho mas
rentable (Raspberry,2019).
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2.4.6 ViT Transformer

Un Transformador de Visiéon (ViT, por sus siglas en inglés) funciona de manera
similar al Transformer utilizado en el procesamiento de lenguaje natural (NLP, por
sus siglas en inglés) en el sentido de que utiliza atencion para asignar pesos a
diferentes partes de la secuencia de entrada, permitiendo que el modelo se enfoque
en partes especificas segun su relevancia para la tarea. Sin embargo, ViT tiene
adaptaciones especificas para el procesamiento de imégenes. Aqui tienes un resumen
de cémo funciona:

e Incrustaciones de Parches: La imagen de entrada se divide en parches (por
ejemplo, 16x16 pixeles) y se convierte en vectores usando una capa lineal.
Cada uno de estos vectores representa un "token" en la secuencia.

e Incrustaciones Posicionales: Se afiaden incrustaciones posicionales a estos
vectores de parches para indicar la posicion relativa de cada parche en la
imagen.

e Clasificacion: Se afiade un token especial [CLS] al principio de la secuencia
de vectores. Este token se utiliza para la tarea final de clasificacion.

e Codificador Transformer: La secuencia de vectores (parches + [CLS]) se
introduce en un codificador Transformer. El Transformer consiste en
multiples capas de atencion y redes neuronales completamente conectadas. La
atencion se utiliza para capturar las relaciones entre diferentes parches,
mientras que las capas completamente conectadas se utilizan para aprender
representaciones mas abstractas de la imagen.

e Capa de Clasificacion: Después de que la secuencia ha pasado por el
codificador Transformer, se toma la representacion correspondiente al token
[CLS] y se introduce en una capa final de clasificacion (por ejemplo, una capa
lineal seguida de una funcion softmax) para realizar la clasificacion de la
imagen.

3. Estado del Arte

En el trabajo "Segmentacion y Clasificacion de Lesiones de la Piel para el
Diagnéstico de Enfermedades”, se propone un enfoque novedoso para la
segmentacion automatica y clasificacion de lesiones cutaneas. Se filtran las imagenes
de la piel para eliminar vellos no deseados y ruido, y luego se lleva a cabo el proceso
de segmentacion para extraer areas de lesiones. Posteriormente, las areas de lesiones
extraidas se representan mediante caracteristicas de color y textura. Se utilizan
clasificadores SVM y k-NN junto con su fusién para la clasificacion utilizando las
caracteristicas extraidas. El rendimiento del sistema se prueba en un conjunto de datos
propio de 726 muestras de 141 imagenes que consisten en 5 clases diferentes de
enfermedades. Los resultados son prometedores, con un 46.71% y un 34% de medida-
F utilizando los clasificadores SVM y k-NN respectivamente, y con un 61% de
medida-F para la fusién de SVM y k-NN. Para este trabajo se cre6 un conjunto de
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datos propio descargando imagenes de recursos en linea, debido a la falta de un

conjunto de datos de referencia y problemas de permisos. Las imagenes recolectadas
a través de internet exhiben grandes variaciones intraclase con menos variaciones
interclase, lo cual era necesario para garantizar una técnica de preprocesamiento
precisa como el filtrado. Se seleccionaron cinco clases diferentes de enfermedades de
la piel: Melanoma, bullae, queratosis seborreica, culebrilla y células escamosas.
Sumitra et al. (2015)

En el trabajo "Clasificacién de Trastornos Dermatoldgicos Basado en Aprendizaje
Profundo”, se aborda la importancia de la diagnosis médica automatizada en apoyo a
los médicos. Se destaca la creciente demanda de inventar redes neuronales
convolucionales (CNN) y aprendizaje profundo (DL) para analizar iméagenes
médicas, con la dermatologia como uno de los campos recientemente objetivo de
especialistas en 1A para introducir nuevos algoritmos de DL o mejorar las
arquitecturas de CNN. El estudio evalta el desempefio de seis arquitecturas de CNN
(VGG16, EfficientNet, InceptionVV3, MobileNet, NasNet y ResNet50) para los tres
principales trastornos dermatologicos que aparecen con frecuencia en el Medio
Oriente. Se aplico filtrado de imagen y eliminacion de ruido para mejorar la calidad
de la imagen y aumentar el rendimiento de la arquitectura. Los resultados
experimentales revelaron que MobileNet alcanz6 el mejor rendimiento y precision
entre las arquitecturas de CNN, pudiendo clasificar los trastornos con alta precision
(95.7%). Se propone una futura expansion del dataset para incluir mas imagenes que
consideren nuevos trastornos y variaciones. AlSuwaidan (2022).

En el articulo "Un Referente para la Clasificacion Automatica Visual de Iméagenes de
Enfermedades Cutaneas Clinicas", se presenta un conjunto de datos de referencia para
enfermedades cutaneas clinicas con el objetivo de apoyar la diagnosis médica
automatizada en el campo de la dermatologia. Este conjunto de datos, que segun los
autores es el mas grande actualmente disponible para el reconocimiento visual de
enfermedades de la piel, consta de 6,584 imagenes de 198 clases diferentes, que
varian en escala, color, forma y estructura. Se espera que este conjunto de datos
estimule la investigacién adicional en la clasificacién visual de enfermedades de la
piel. Ademas, se realiza un analisis exhaustivo de este conjunto de datos utilizando
métodos de vanguardia, incluidas las redes neuronales convolucionales (CNN). Sun
et al. (2016).

El estudio "Clasificacion de enfermedades cutaneas basado en Deep Learning
utilizando teléfonos inteligentes™ aborda la deteccion automatizada de enfermedades
de la piel mediante una aplicacion movil inteligente basada en aprendizaje profundo.
Se entrenaron diferentes redes neuronales convolucionales (CNN) preentrenadas para
la clasificacion de imagenes de lesiones cutaneas, y la red mas adecuada en términos
de rendimiento y compatibilidad movil se transformo al formato TensorFlow Lite. Se
cred una aplicacién mavil en la plataforma Android que utiliza la cAmara del teléfono
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inteligente para obtener imégenes y utiliza TensorFlow Lite para realizar

predicciones. El sistema propuesto logra una precision de clasificacion del 74.27%
para siete clases en un conjunto de datos combinado, obteniendo resultados
comparables o mejores que la literatura. Se espera que esta aplicacion ayude a los
pacientes a realizar un diagnostico preliminar de sus lesiones utilizando sus teléfonos
inteligentes, lo que puede alentar a los pacientes de alto riesgo a visitar el hospital
para un diagnoéstico definitivo y evitar el estrés innecesario y las falsas alarmas. Oztel
(2023).

En el articulo "DSCC_Net: Modelos de Aprendizaje Profundo de Clasificacion
Multiple para el Diagndstico de Cancer de Piel Utilizando Imagenes Dermoscépicas”,
se propone una red de clasificacion de cancer de piel basada en aprendizaje profundo
(DSCC_Net) que se basa en una red neuronal convolucional (CNN) e implementada
en tres conjuntos de datos de referencia publicos (ISIC 2020, HAM10000 y DermlS).
La DSCC_Net propuesta obtuvo un AUC del 99.43%, junto con una precision del
94.17%, una recuperacion del 93.76%, una

precision del 94.28% y un puntaje F1 del 93.93% en la categorizacion de los cuatro
tipos distintos de enfermedades de cancer de piel. La precision de ResNet-152, VVgg-
19, MobileNet y Vgg-16, EfficientNet-BO e Inception-V3 es del 89.68%, 92.51%,
91.46%, 89.12%, 89.46% y 91.82%, respectivamente. Los resultados mostraron que
el modelo DSCC_Net propuesto funciona mejor en comparacion con los modelos
base, ofreciendo un apoyo significativo a los dermatdlogos y expertos en salud para
diagnosticar el cancer de piel. Tahir et al. (2023).

El articulo "Clasificacion de Enfermedades de la Piel Utilizando un Enfoque de
Localizacion Basado en 1A Hibrida™ propone un enfoque de inteligencia artificial
hibrida para la clasificacion de enfermedades de la piel. Se implementa una técnica
de clasificacion de enfermedades de la piel utilizando un modelo de extraccion de
caracteristicas basado en matrices de co-ocurrencia estructurales (SCM) y una red
neuronal convolucional mejorada (ECNN). El proceso de clasificacion se basa en la
extraccion de caracteristicas estructurales de las imagenes y su posterior clasificacion
utilizando ECNN. EIl enfoque propuesto se evalla en un conjunto de datos de
imagenes dermoscdpicas recopiladas de conjuntos de datos publicos como PH2 y
ISIC obteniendo una precision maxima de 85%. Sreekala et al. (2022).

En la investigacion de Khafaga et al. (2022), se propone un enfoque novedoso para
el diagnostico automatizado de la enfermedad de viruela del mono a partir de
imagenes. Dado que las enfermedades de la piel humana, como la viruela del mono,
han aumentado en prevalencia en las Ultimas décadas, es fundamental contar con
métodos de diagndstico eficaces. La propuesta utiliza un modelo de red neuronal
convolucional profunda (CNN) ajustado con el algoritmo de optimizacion basado en
el radio de la Tierra de Al-Biruni (BER) para clasificar la enfermedad a partir de
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imagenes. Se utilizd6 un conjunto de datos de enfermedades de la piel humana

obtenido de un hospital africano para validar el enfoque propuesto. Los resultados
experimentales muestran la eficacia del marco propuesto, superando a numerosos
ejemplos de investigaciones previas en problemas de enfermedades de la piel. El
estudio también incluye experimentos estadisticos con pruebas de Wilcoxon y
andlisis de varianza (ANOVA) para evaluar la efectividad y la estabilidad del enfoque
propuesto que logro obtener con su mejor modelo BERSFS-CNN: un procentaje de
0.9883.

Por otro lado, Wei et al. (2023), se presenta un modelo de clasificacién de
enfermedades de la piel basado en la fusion de DenseNet y ConvNeXt. Dado que las
enfermedades de la piel tienen categorias intrincadas, sintomas muy similares en la
etapa temprana y muestras de lesiones extremadamente desequilibradas, su
clasificacion es un desafio. Se propone un modelo de red neuronal convolucional para
la clasificacion de enfermedades de la piel basado en la fusion de modelos, que
fortalece la capacidad de extraccion de caracteristicas del modelo mediante la fusion
de caracteristicas profundas y superficiales y la introduccion de un médulo de
atencion. Ademas, se llevaron a cabo una serie de trabajos como pre-entrenamiento
del modelo, aumento de datos y ajuste fino de parametros para mejorar el rendimiento
de clasificacion del modelo. Los resultados experimentales muestran que, al trabajar
en un conjunto de datos privado dominado por enfermedades de la piel similares al
acne, el modelo propuesto superé a los dos modelos base de DenseNet201 y
ConvNeXt_L en un 4,42% y un 3,66%, respectivamente. En el conjunto de datos
publico HAM10000, la precision y el puntaje f1 del modelo propuesto fueron del
95,29% vy el 89,99%, respectivamente, lo que también logré buenos resultados en
comparacién con otros modelos de vanguardia.

En la aproximacion de Cai et al. (2022), se presenta un modelo de red neuronal
novedoso para la clasificacion de enfermedades de la piel que utiliza imégenes y
metadatos clinicos. Se propone un multimodal Transformer, que consta de dos
codificadores para imagenes y metadatos, y un decodificador para fusionar la
informacion multimodal. Se utiliza un modelo Vision Transformer (ViT) como base
para extraer caracteristicas profundas de las imagenes, mientras que los metadatos se
tratan como etiquetas y se utiliza un nuevo codificador de etiquetas suaves (SLE) para
incrustarlos. Ademas, en la parte del decodificador, se propone un bloque de Atencién
Mutua (MA) para fusionar mejor las caracteristicas de la imagen y los metadatos. El
modelo se evalla en un conjunto de datos privado de enfermedades de la piel y en el
conjunto de datos de referencia ISIC 2018, mostrando un rendimiento superior en
comparacién con métodos de vanguardia teniendo un porcentaje bastante alto en el
dataset de ISIC con una taza de precision de 0.9932%.

En la propuesta de Thieme et al. se presenta un algoritmo de aprendizaje profundo
para clasificar lesiones cutaneas causadas por el virus monkeypox. El algoritmo,

21



Deteccion de lesiones en la piel usando vision artificial
llamado MPXV-CNN, se desarroll6 para identificar las lesiones caracteristicas de la

infeccion por monkeypox mediante redes neuronales convolucionales profundas.
Utilizaron un conjunto de datos de 139,198 imagenes de lesiones cuténeas,

divididas en cohortes de entrenamiento/validacion y prueba, que incluian imagenes
no-monkeypox y monkeypox. En las cohortes de validacion y prueba, la sensibilidad
del MPXV-CNN fue de 0.83 y 0.91, respectivamente, la especificidad fue de 0.965 y
0.898, y el area bajo la curva fue de 0.967 y 0.966, respectivamente. En la cohorte
prospectiva, la sensibilidad fue de 0.89. El rendimiento de clasificacién del MPXV -
CNN fue robusto en diferentes tonos de piel y regiones corporales. Se desarrollé una
aplicacion web para facilitar el acceso al algoritmo, lo que podria ayudar en la
mitigacion de brotes de monkeypox. El conjunto de datos utilizado incluyé imagenes
de lesiones cutaneas monkeypox y no-monkeypox de diversas fuentes publicas y
datos institucionales.

En la investigacion de "Clasificacion de lesiones cutaneas de imagenes demoscopicas
utilizando aprendizaje automatico y redes neuronales convolucionales.™ se utilizé el
dataset HAM10000, que consta de 10015 iméagenes de lesiones cutaneas
pigmentadas. Se realizd un trabajo de clasificacion de lesiones cutaneas utilizando
técnicas de aprendizaje automatico y redes neuronales convolucionales (CNN). Se
implementd un modelo con aumento de datos que tiende a aprender caracteristicas y
rasgos mas distintivos en comparacion con un modelo sin aumento de datos. Se
utilizé la técnica de validacién cruzada k-fold para hacer que el modelo sea robusto.
Se analizé la precision de la clasificacion de algoritmos de aprendizaje automatico y
modelos de CNN, concluyendo que la CNN proporciona una mejor precision en
comparacion con otros algoritmos de aprendizaje automatico. El trabajo propuesto
logrd una precision maxima del 95.18% con el modelo CNN. Este trabajo ayuda a la
identificacion temprana de siete clases de enfermedades de la piel y puede validarse
y tratarse adecuadamente por los médicos. Shetty et al. (2022).

En el articulo de "Clasificacion de enfermedades de la piel utilizando redes
neuronales profundas con MobileNet V2 y LSTM." se propuso un proceso
computarizado para clasificar enfermedades de la piel mediante el uso de MobileNet
V2y Long Short Term Memory (LSTM) basados en aprendizaje profundo. EI modelo
MobileNet V2 demostro ser eficiente con una mayor precision que puede funcionar
en dispositivos informaticos ligeros. EI modelo propuesto es eficiente en mantener
informacion estatal para predicciones precisas. Se utilizé una matriz de co-ocurrencia
de nivel de gris para evaluar el progreso del crecimiento de las enfermedades. La
precision se compard con otros modelos de vanguardia como Fine-Tuned Neural
Networks (FTNN), Convolutional Neural Network (CNN), Very

Deep Convolutional Networks for Large-Scale Image Recognition desarrollados por
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Visual Geometry Group (VGG) y arquitectura de red neuronal convolucional que se

amplio con algunos cambios. El conjunto de datos HAM10000 se utilizé y el método
propuesto superd a otros métodos con mas del 85% de precision. Su robustez en el
reconocimiento de la region afectada mucho mas rapido con casi 2 veces menos
célculos que el modelo MobileNet convencional resulta en un esfuerzo
computacional minimo. Ademas, se disefid una aplicacion mdvil para una accion
instantanea y adecuada. Ayuda al paciente y a los dermatélogos a identificar el tipo
de enfermedad a partir de la imagen de la region afectada en la etapa inicial de la
enfermedad de la piel. Estos hallazgos sugieren que el sistema propuesto puede
ayudar a los médicos de atencién primaria a diagnosticar eficientemente y de manera
efectiva afecciones cutaneas, reduciendo asi las complicaciones y la morbilidad
posteriores. Srinivasu et al. (2021).

En la investigacion liderada por In Hoang et al.,, se desarrollo6 un modelo de
aprendizaje profundo que utiliza una técnica de segmentacion y la arquitectura Wide-
ShuffleNet para clasificar lesiones cutaneas. Este enfoque se evaluo en dos conjuntos
de datos ampliamente reconocidos en el campo médico: HAM210000 e ISIC2019. Los
resultados mostraron un nivel de precision del 86.33% en la segunda fase
experimental, que se centrd principalmente en el conjunto de datos HAMZ10000.
Asimismo, se logro una precision del 82.56% al aplicar este modelo al conjunto de
datos ISIC.

Por otro lado, Aldhyani et al. propusieron un modelo de clasificacion de lesiones
cutdneas que se destaca por ser ligero y eficiente. Este modelo integra nucleos de
tamano variable en sus capas y emplea tanto la funcion de activacién ReLU como la
funcidn de activacién leaky ReL.U. Sus pruebas en el conjunto de datos HAM10000
arrojaron una impresionante precision general del 97.85%.

En contraste, Ozkan et al. se enfocaron en clasificar las lesiones cutaneas en tres
grupos distintos utilizando cuatro métodos de aprendizaje automatico diferentes:
ANN, SVM, KNN y Arbol de decision. Este enfoque resulté en una tasa de
clasificacion del 90.45%, demostrando asi su efectividad en la tarea de clasificacion
de lesiones cutaneas.

Por su parte, Barros et al. construyeron un modelo de clasificacién que abarca 12
tipos diferentes de lesiones cutaneas. Para lograrlo, generaron un conjunto de datos
extenso utilizando algoritmos de aumento de datos y emplearon una arquitectura
basada en ResNet-152. Este modelo logrd una precision del 94.50%, lo que muestra
su capacidad para manejar una amplia variedad de tipos de lesiones cutaneas.

En la investigacion de Hammed et al. introdujeron un algoritmo de clasificacién
Multi-Clase Multi-Nivel (MCML). Este algoritmo fue evaluado en un conjunto de
3672 imagenes recopiladas de diversas fuentes y logré una precision del 96.47%,
demostrando su eficacia en la clasificacion de lesiones cutaneas en multiples niveles
y clases.
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En el trabajo de Duggani et al. (2023), se presenta un enfoque para la clasificacion
automatizada de lesiones cutaneas en benignas o0 melanoma mediante dos modelos
hibridos de redes neuronales convolucionales (CNN) con un clasificador SVM en la
capa de salida. Estos modelos lograron una precision del 88.02% y 87.43%
respectivamente, superando a los modelos CNN tradicionales. Utilizaron el conjunto
de datos ISBI 2016, logrando mejores resultados que los modelos CNN del estado
del arte. La combinacion de DenseNet-201 y MobileNet obtuvo la mayor precision.
La deteccion automética de melanoma es crucial para aumentar la tasa de
supervivencia, y este enfoque podria mejorar significativamente la precision en la
clasificacion de imagenes de dermatoscopia.

En la investigacion de Ali et al. (2023), se presenta un enfoque para la clasificacion
de cancer de piel en multiples clases utilizando EfficientNets como un primer paso
hacia la prevencion del cancer de piel. Se utilizaron EfficientNets B0-B7 para el
aprendizaje por transferencia y el ajuste fino de las CNN para el conjunto de datos
HAM10000. Se evaluaron la precision, la recuperacion, la exactitud, la puntuacion
F1, el area bajo la curva y las matrices de confusion para evaluar el rendimiento de

EfficientNets BO-B7 en esta tarea de clasificacion multiclase desequilibrada. El mejor
modelo, EfficientNet B4, logré un F1 Score del 87% y una precision del 87.91%. Los
hallazgos indican el rendimiento superior de EfficientNets B0-B7 para la
clasificacion de cancer de piel en mdaltiples clases en el conjunto de datos
HAMZ10000.

Por otro lado, Aljohani y Turki (2022), nos presentan una investigacion donde se
aborda la clasificacién automatica del cancer de piel melanoma utilizando redes
neuronales convolucionales (CNN). Se destaca la importancia de un diagnéstico
preciso y temprano para detectar el melanoma, que es uno de los tipos mas peligrosos
de cancer de piel. Tradicionalmente, los dermat6logos utilizan un microscopio para
examinar y proporcionar un informe sobre una biopsia para el diagnéstico, un proceso
que requiere experiencia y no es facil. Por lo tanto, se propone utilizar técnicas de
inteligencia artificial para facilitar el proceso de diagndstico sin comprometer la
precision.

En el trabajo de "Diagndstico asistido por computadora de enfermedades de la piel
utilizando redes neuronales profundas.” se exploré el potencial del aprendizaje
profundo (Deep Learning) para clasificar cientos de enfermedades de la piel. Se
utilizaron dos de los conjuntos de datos de imagenes de piel mas grandes disponibles
publicamente, DermNet y ISIC Archive, y se empled la taxonomia de enfermedades
para mejorar el rendimiento de clasificacion de los modelos. En DermNet se
estableci6 un nuevo estado del arte con un 80% de precision y un 98% de Area Bajo
la Curva (AUC) para la clasificacién de 23 enfermedades, y se logré una precision
del 67% y un AUC del 98% para clasificar las 622 subclases Unicas en este conjunto
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de datos. En ISIC Archive se clasificaron las 7 enfermedades con un 93% de precision

promedio y un AUC del 99%. Las redes neuronales profundas mostraron un gran
potencial para clasificar una amplia gama de enfermedades de la piel con una
precisiéon cercana a la humana y una reproducibilidad mucho mejor. Bajwa et al.
(2020).

Por otro lado, el trabajo de Kousis (2022), "Métodos de aprendizaje profundo para el
reconocimiento preciso del cancer de piel y la aplicacion mévil.", se aborda el
reconocimiento de cancer de piel a partir de imagenes médicas como un area activa
de investigacion con el objetivo de lograr resultados mas precisos. Se presenta un
resumen de los conocimientos médicos necesarios sobre el cancer de piel, seguido de
un resumen extenso de los trabajos relacionados més recientes. Se presentan 11
arquitecturas de redes neuronales convolucionales (CNN) candidatas Unicas. Se
entrenan y prueban esas 11 arquitecturas CNN, utilizando el conjunto de datos
HAM10000, que abarca siete clases de lesiones en la piel. Para abordar el problema
del desequilibrio y la alta similitud entre las imagenes de algunas lesiones en la piel,
se aplica aumento de datos (durante el entrenamiento), transferencia de aprendizaje y
ajuste fino. De las 11 configuraciones de arquitectura CNN, DenseNet169 produjo
los mejores resultados. Logro una precision del 92.25%, una sensibilidad (recall) del
93.59% y un puntaje F1 del 93.27%, superando los esfuerzos actuales del estado del
arte. Se utilizd6 una version ligera de DenseNet169 en la construccion de una
aplicacion movil para Android, que se maped como un modelo de dos clases (benigno
o maligno). Se toma una foto a través de la cAmara del dispositivo movil y, después
de recortarla manualmente, se clasifica como benigna o maligna. La aplicacion
también puede informar al usuario sobre el tiempo de exposicion al sol permitido
segun el grado actual de radiacion UV, el fototipo de piel del usuario y el grado del
protector solar utilizado. En conclusion, se lograron resultados de vanguardia en el
reconocimiento de cancer de piel basados en un solo modelo de aprendizaje profundo
relativamente ligero, que también se utiliz6 en una aplicacion movil.

Alwakid et al. (2023) nos expone en el trabajo " Deteccion de melanoma utilizando
clasificaciones basadas en aprendizaje profundo.”, la propuesta de el uso de
algoritmos de aprendizaje profundo (DL) para extraer una zona de lesion con
precision en el contexto del cancer de piel. Primero, se mejora la calidad de la imagen
utilizando Enhanced Super-Resolution Generative Adversarial Networks
(ESRGAN). Luego, se utiliza la segmentacion para segmentar las Regiones de Interés
(ROI) de la imagen completa. Se emplea la aumentacion de datos para corregir la
disparidad de datos. La imagen se analiza luego con una red neuronal convolucional
(CNN) y una version modificada de Resnet-50 para clasificar las lesiones en la piel.
Este analisis utiliz6 una muestra desigual de siete tipos de cancer de piel del conjunto
de datos HAMZ10000. Con una precision del 0.86, una precision del 0.84, una
sensibilidad del 0.86 y un puntaje F de 0.86, el modelo propuesto basado en CNN
superé significativamente los resultados de estudios anteriores. El estudio culmina
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con un método automatizado mejorado para diagnosticar el cancer de piel que

beneficia a los profesionales médicos y a los pacientes.

Tabla 1 Tabla recopilatoria del estado del arte
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Autor Dataset Enfermedades Analizadas Modelo Precision
R.Sumitra et al. Conjunto de datos Melanoma, bullae, queratosis SVM y k-NN 0.61
(2015). propio seborreica y otros.
AlSuwaidan Eczema y psoriasis Eczema, dermatitis atopicay psoriasis. CNN 0.95
(2022).
Sunetal. (2016). DermQuest 198 enfermedades CNN 0.52
CaffeNET
VGGNET
Oztel & Sahin HAM10000 Queratosis actinica carcinoma de CNN 0.74
(2023). células basales, melanoma y otras
Tahir et al. ISIC 2020, Melanoma, carcinoma de células DSCC_Net 0.94
(2023). HAMZ10000 y DermlS.  basales y otras
Sreekala et al. PH2yISIC Melanoma ECNN 0.97
(2022).
Khafaga et al. Viruela del monoy Monkeypox BERSFS-CNN 0.98
(2022). Sarampidn
Wei et al. HAMI0000 y un Melanoma, carcinoma de células DenseNet201 y privado: 96,49%
(2023). conjunto de datos basales, carcinoma de células ConvNeXt L HAM10000: 95,29%
privado escamosas Yy otras
Caietal. (2022). ISIC 2018 y un Melanoma, carcinoma de células Vision Transformer 0.93
conjunto de datos basales, carcinoma de células (ViT)
privado escamosas Y otras
Thieme et al. 139,198 imagenes de Monkeypox CNN Sensibilidad 0.91;
(2023) lesiones cutaneas Especificidad :0.965
Shetty et al. HAM10000 Melanoma, carcinoma de células CNN,RF RF:0.87
(2022). basales y otras CNN:0.94
Srinivasu et al. HAM10000 Melanoma, carcinoma de células MobileNet V2-LSTM  0.90
(2021). basales, carcinoma de células
escamosas Y otras
Hoang et al. ISIC 2019 Melanoma, carcinoma de células EW-FCM + 084
(2022). basales, carcinoma de células EfficientNet-BO
escamosas Yy otras
Aldhyani et al. HAM10000 Melanoma, carcinoma de células DKCNN model 0.98
(2022). basales, carcinoma de células
escamosas Y otras
Ozkan & Koklu PH2 Melanoma Neuronal Network 0.92
(2017).
Barros & Silva MED-NODE, Actinic Keratosis, Carcinoma  ResNet-152 0.94
(2018). Edinburgh Basocelular, Nevo Melanocitico
11K,Dataset,Dermls y  (lunar), y otras
otros
Hameed et al. ISIC, PH2 Melanoma AlexNet 0.96
(2020). MCML
Duggani et al. ISBI 2016 Melanoma DenseNet-201 y 0.88
(2023). Nevus MobileNet
Ali et al. (2023). Melanoma, carcinoma de células EfficientNet B4 0.87
HAM10000 basales, carcinoma de células
escamosas Yy nevus melanacitico.
Aljohani & ISIC Melanoma CNN 0.74
Turki (2022).
Bajwa et al. ISIC Acné y Roséacea CNN ISIC:0.93
(2020). Dermnet Queratosis Actinica, Dermnet:0.80
y otras
Kousis et al. HAM10000 Melanoma DenseNet169 0.92
(2022).
Alwakid et al. HAM10000 Melanoma Resnet-50 0.86
(2022). Nevus
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5. Metodologia

En este capitulo, se detalla con profundidad el proceso metodolégico empleado para
este trabajo de tesis, el cual esta dividido en dos principales vertientes, cada una
crucial para el desarrollo y resultado de la investigacion.

Preprocesamiento: La primera etapa, el preprocesamiento, resulta fundamental para
garantizar la calidad de los datos de entrada al sistema de vision. Aqui, se describen
técnicas como el aumento y la segmentacion y la importancia de las mismas al
momento de preparar el dataset para este estudio. El aumento de datos es un proceso
crucial que implica la generacion de nuevas imagenes a partir de las originales
mediante transformaciones como rotaciones, desplazamientos y cambios en la escala.
Por otro lado, la segmentacion permite dividir una imagen en regiones mas pequefias
para un analisis mas detallado, lo que resulta esencial para la deteccion precisa de
lesiones en la piel.

Comparacion de enfoques: La segunda etapa implica la comparacion de tres enfoques
diferentes para la deteccion de lesiones en la piel. El primero utiliza redes neuronales
convolucionales (CNN), conocidas por su eficacia en tareas de vision por
computadora, especialmente en el reconocimiento de patrones en imagenes. El
segundo enfoque se basa en un modelo creado con Orange Data Mining, una
herramienta de mineria de datos que permite crear y evaluar modelos de aprendizaje
automatico. Este enfoque ofrece una perspectiva alternativa y complementaria a las
redes neuronales convolucionales, brindando una mayor comprension sobre la
viabilidad de otras técnicas en el campo de la deteccion de lesiones en la piel. El
tercer enfoque utiliza Custom Vision de Microsoft Azure, una plataforma de vision
por computadora que facilita el entrenamiento y la implementacion de modelos
personalizados en la nube. Este enfoque destaca por su accesibilidad y facilidad de
uso, lo que lo convierte en una opcion atractiva para aquellos sin experiencia previa
en el desarrollo de modelos de vision por computadora.

4.1. Dataset

Recopilamos un conjunto de datos de imagenes de enfermedades cutaneas de diversas
fuentes para crear nuestro propio dataset. Estas fuentes incluyeron el desafio
HAM10000 2019, Kaggle, Google Images, Dermnet NZ, Bing Images, Yandex,
Hellenic Atlas y Dermatological Atlas. Para compilar una amplia gama de imagenes
representativas, empleamos técnicas de web scraping utilizando la biblioteca
Selenium. Esta técnica facilitd la extraccion sistematica de imagenes relevantes de
las fuentes mencionadas, asegurando la diversidad y cantidad necesarias para
construir el conjunto de datos. Este conjunto de datos esta disponible en Kaggle[67-
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68] en dos conjuntos diferentes: el "Conjunto de datos original™ y el "Conjunto de

datos de lesiones cutaneas utilizando segmentacion”.

Posteriormente, el conjunto de datos se dividid en siete categorias que representan
diferentes enfermedades de la piel. Estas categorias incluyeron viruela, varicela,
viruela simia, herpes, lupus, melanoma, sarampion y sarna. Para garantizar una
evaluacion precisa del modelo, los datos se dividieron estratégicamente en 80/20.
Esto significaba que el 80% de las imégenes se asignaron al conjunto de
entrenamiento, mientras que el 20% restante se reservo para el conjunto de prueba.
Esta division proporcioné una cantidad adecuada de datos para entrenar el modelo y,
al mismo tiempo, una muestra representativa para evaluar su rendimiento en datos

previamente no vistos.
Tabla 2 Composicion del dataset
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Nombre 1D Cantidad de imagenes Resolucién Formato
Viruela CH 12204 224x224 JPG, PNG
Herpes HZ 11918 224x224 JPG, PNG
Lupus LP 12096 224x224 JPG, PNG
Melanoma Mel 12738 224x224 JPG, PNG
Sarna SC 11901 224x224 JPG, PNG
Monkey Pox MP 12040 224x224 JPG, PNG
Sarampion MS 11901 224x224 JPEG, PNG

4.2. Preprocesamiento
4.2.1. Segmentacion

Para segmentar las imagenes, seguimos los siguientes pasos (ver Figura 8):
comenzamos convirtiéndolas al espacio de color HSV y extrayendo sus canales de
tono (H), saturacién (S) y valor (V). Luego, aplicamos segmentacion por color
utilizando umbrales definidos en el canal de tono (H) dentro del rango [0, 60], una
saturacion (S) mayor a 90 y un valor (V) entre 10 y 200, lo que nos permite identificar
las regiones de interés. Después de este paso, la imagen se convierte a escala de grises
y se aplica umbral adaptativo con un tamafio de blogue de 11 y una constante de 2
para resaltar los bordes. Posteriormente, se invierten los valores de pixel en la imagen
umbralizada, seguido por operaciones de erosién con un nucleo de 4x4 y luego
operaciones de dilatacion con un nucleo de 3x3 para refinar la segmentacion.



Deteccidén de lesiones en la piel usando vision artificial

Usar la segmentacion
circular

Cargar Imagenes

Procesar Imagenes

Revisar la calidad
de la segmentacion

[t | Gtabina |
Flujo de la |
Segmentacion Guardar |a imdgen Fin

Figura. 8 Flujo de segmentacion

Es importante sefialar que el algoritmo no segmenta correctamente todas las imagenes
del conjunto de datos debido a factores como la proximidad de las lesiones, la
iluminacion ambiente, etc. Para abordar esto, se tomé la decision de crear un marco
circular alrededor de los bordes de la imagen para resaltar mejor las lesiones (ver
Figura 9)

fis &£ i

Figura. 9 Resultados de ambos tipos de segmentacion

4.2.2 Aumento de Datos

Posteriormente, realizamos un aumento de datos para hacer que el conjunto de datos
sea mas robusto (ver Figura 10). Para este fin, se definen tres funciones de
ampliacion:

volteo horizontal, rotacion aleatoria de angulo y cambio aleatorio de factor de escala.
A continuacion, procesamos las imagenes del directorio de origen y creamos copias
de cada imagen en el directorio de destino. Posteriormente, para cada copia, se aplica
una combinacion aleatoria de estos filtros, generando multiples versiones ampliadas
de cada imagen.
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Figura. 10 Ejemplo de aumento en 3 imégenes diferentes

4.3. Azure Custom Vision

Azure Custom Vision logré tasas de precision del 88,6% en el conjunto de
entrenamiento y del 62,7% en el conjunto de validacién utilizando los siguientes
parametros: Umbral de probabilidad del 60% y el modelo General (compacto). Es
importante destacar que el modelo fue entrenado con solo 52,576 imagenes porque
determiné que algunas imagenes eran similares (ver Tabla 3).

El modelo General (compacto) de Azure Custom Vision es una version simplificada
del modelo General, disefiado para aplicaciones donde se prioriza la velocidad y la
eficiencia computacional sin sacrificar demasiado la precisién. Este modelo es
adecuado para escenarios donde el tiempo de inferencia y los recursos
computacionales son limitados, pero aln se requiere una precision aceptable en las

predicciones.
Tabla 3 Resultados Azure Custom Vision a detalle

Enfermedad Entrenamiento Cantidad de imagenes Validacién Numero de imagenes para
validacion
Melanoma 99.3% 8334 100.0% 100
Sarampiém 90.3% 6863 38.0% 100
MonkeyPox 89.7% 7105 49.0% 100
Sarna 86.3% 6918 78.0% 100
Herpes 84.5% 7069 70.0% 100
Varicela 83.8% 6851 73.0% 100

Lupus 83.6% 7436 95.0% 100
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Los resultados de Azure Custom Vision para la precision en el entrenamiento y la

validacién de diferentes enfermedades de la piel fueron los siguientes:

Melanoma: Precision del 99.3% en el conjunto de entrenamiento con 8334
imégenes, y del 100.0% en el conjunto de validacion con 100 imagenes.
Sarampién: Precision del 90.3% en el conjunto de entrenamiento con 6863
imégenes, y del 38.0% en el conjunto de validacion con 100 imégenes.
Viruela del mono: Precision del 89.7% en el conjunto de entrenamiento con
7105 iméagenes, y del 49.0% en el conjunto de validacion con 100 imagenes.
Sarna: Precision del 86.3% en el conjunto de entrenamiento con 6918
imégenes, y del 78.0% en el conjunto de validacion con 100 imégenes.
Herpes: Precision del 84.5% en el conjunto de entrenamiento con 7069
iméagenes, y del 70.0% en el conjunto de validacion con 100 iméagenes.
Varicela: Precision del 83.8% en el conjunto de entrenamiento con 6851
iméagenes, y del 73.0% en el conjunto de validacion con 100 iméagenes.
Lupus: Precision del 83.6% en el conjunto de entrenamiento con 7436
iméagenes, y del 95.0% en el conjunto de validacion con 100 iméagenes.

Estos resultados indican que el modelo tuvo un buen rendimiento en el conjunto de
entrenamiento estos pueden verse mejor en la Figura 11, pero algunas enfermedades
como el sarampion y la varicela tuvieron una precision mas baja en el conjunto de
validacién, lo que podria sugerir areas donde se podria mejorar el modelo.
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70
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50
40
30
20
10

RESULTADOS AZURE CUSTOM VISION

Melanoma Sarampion Monkey pox Sarna Herpes Varicela Lupus

® Entrenamiento Validacion

Figura. 11 Grafica de Resultados de Azure Custom Vision

4.4. Orange Data Mining

Por otro lado, Orange Data Mining se destaca como el método mas efectivo segun
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los resultados obtenidos, tal como se muestra en la Tabla 4. Logra valores altos de

AUC y precision tanto en los conjuntos de entrenamiento como en los de validacion.
Ademas, es facil de implementar y visualizar, como se indica en las figuras 4-5. No
obstante, puede resultar un tanto desafiante comprender el funcionamiento interno
del programa al analizar el codigo de la biblioteca paso a paso.

Este programa funciona a través de generar flujos los cuales nos permiten realizar
funciones como entrenar un modelo utilizando diferentes algoritmos(Veéase Figura
12) y la evaluacion del mismo a través de un test,comenzamos nuestro flujo
importando las imagenes y realizando un fine tuning al modelo inception V3
posteriormente estudiamos los resultados del modelo en la ventana “Test and Score”
y en las ventanas que nos proporciona el programa en el widget “Confusion Matrix”
para posteriormente guardar el modelo en formato .pckls

Data — Images @ Embeddings — Data i Evaluation Results /t
i c%, ROC Analysis
Import Images Image Embedding Test and Scare -
lf} (ke'/ .
& “—t
Confusion Matrix
L]
L]
%_ s i ]
Meural Network Hﬁ

Save Model

Figura. 12 Flujo de Entrenamiento de Orange Datamining

Por ultimo, volvemos a cargar este modelo para evaluarlo con las imégenes del
conjunto de validacién y realizar predicciones con el modelo ya entrenado(Véase
Figura 13)

llnl
‘:'?.'5. =ulll
o Feature Statistics
5
L
&
m Data — Images @ Embeaddings — Data
13830LLL Evaluation Recults o
- wlem
xme
Import Images Image Embeddin £
P g g g Predictions . .
Confusion Matrix
y<2“
&
=
T3
Load Model

Figura. 13 Flujo de Validacion de Orange Datamining

Los resultados de Orange Data Mining para la precision en el entrenamiento y la
validacion de diferentes enfermedades de la piel son los siguientes:
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e Melanoma: Precision del 99.6% en el conjunto de entrenamiento con 12738
imégenes, y del 100.0% en el conjunto de validacion con 100 imagenes.

e Sarampion: Precision del 99.1% en el conjunto de entrenamiento con 11901
imégenes, y del 100.0% en el conjunto de validacion con 100 imagenes.

e Viruela del mono: Precisién del 98.4% en el conjunto de entrenamiento con
12040 iméagenes, y del 97.0% en el conjunto de validacion con 100 imégenes.

e Sarna: Precision del 97.7% en el conjunto de entrenamiento con 11901
imégenes, y del 99.0% en el conjunto de validacion con 100 imégenes.

e Herpes: Precision del 97.5% en el conjunto de entrenamiento con 11918
imégenes, y del 100.0% en el conjunto de validacion con 100 imagenes.

e Varicela: Precision del 97.9% en el conjunto de entrenamiento con 12204
iméagenes, y del 99.0% en el conjunto de validacion con 100 imégenes.

e Lupus: Precision del 97.5% en el conjunto de entrenamiento con 12096
iméagenes, y del 100.0% en el conjunto de validacion con 100 imagenes.

Tabla 4 Resultados de Orange Data Mining a detalle

Enfermedad Entrenamiento Cantidad de imagenes Validacién Cantidad de imagenes para
para entrenamiento validacion
Melanoma 99.6% 12738 100.0% 100
Sarampion 99.1% 11901 100.0% 100
MonkeyPox 98.4% 12040 97.0% 100
Sarna 97.7% 11901 99.0% 100
Herpes 97.5% 11918 100.0% 100
Varicela 97.9% 12204 99.0% 100
Lupus 97.5% 12096 100.0% 100

Estos resultados demuestran un alto nivel de precision en el entrenamiento y la
validacién de las diferentes enfermedades de la piel utilizando Orange Data Mining
como puede verse en la Figura 14.

RESULTADOS ORANGE
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Figura. 14 Resultados de Orange Data Mining



Deteccidén de lesiones en la piel usando vision artificial

Para la extraccion de caracteristicas (ver Figura 15), Orange principalmente muestra
tamafio (a), ancho (b) y alto (c), junto con una variedad de caracteristicas que no estan
explicitamente (d) especificadas en términos de lo que extraen de la imagen, como se
ve en la Figura 6. Sin embargo, puedes usar un mapa de calor para identificar qué
partes de la imagen son relevantes para el modelo InceptionV3, lo

que te permite comprender qué extrae de cada imagen, como se muestra en la Figura
7. Esto ayuda a proporcionar informacion sobre la seleccion de caracteristicas del
modelo y qué encuentra significativo en las imagenes.

=
n
- -
A) Tamafo B) Ancho 1
= “
=
- —
]
- - =
C) Altura D) Caracteristica N180

Figura. 15 Extraccion de caracteristicas por Orange

La tabla muestra las estadisticas resumidas de las caracteristicas extraidas de las
imagenes utilizando Orange Data Mining.

e Tamafo: representa el tamafio total de las imagenes en pixeles cuadrados, con
una media de 21144.53 y una variabilidad baja (dispersion de 0.86). El tamafio
minimo de la imagen es de 1203 pixeles cuadrados y el maximo es de 159351
pixeles cuadrados.

e Ancho y algura: representan el ancho y alto de las imagenes respectivamente,
con valores medios de 225.85. Ambos tienen una baja variabilidad (dispersién
de 0.14), con valores minimos y maximos de 113 y 334 respectivamente.
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N180: es una caracteristica no especificada explicitamente en cuanto a su
significado, pero se observa que tiene una media de 1.43446, una moda de
5.435 y una mediana de 1.32143. Su dispersion es moderada (0.5641), y los
valores oscilan entre 0.081473 y 5.435. No hay valores faltantes en ninguna
de las caracteristicas.

Estas estadisticas proporcionan una vision general de las caracteristicas extraidas de
las imagenes, incluyendo su tamafio, dimensiones y otras caracteristicas que podrian
haber sido relevantes para el modelo utilizado en el analisis véase Figura 16.

Tabla 5 Caracteristicas extraidas por Orange Data Mining
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Caracteristica Media Moda Mediana Dispersion Min Max Perdida
Size 21144.53 1411 16347 0.86 1203 159351 0%
Width 225.85 224 224 0.14 113 334 0%
Height 225.85 224 224 0.14 113 334 0%
N180 1.43446 5.435 1.32143 0.5641 0.081473 5.435 0%

Feature Map para: Herpes (90)_augmented_19.jpg

Imagen: Herpes (90)_augmented_19.jpg Pao
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Figura. 16 Mapas de calor obtenidos de Inception v3
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Para crear los mapas de calor se utilizo el siguiente cddigo, en el cual carga el modelo
preentrenado InceptionVV3 y se crea un modelo intermedio que produce la salida de
la penultima capa. Este modelo se utiliza para extraer caracteristicas de las iméagenes
de un directorio de entrenamiento. El cddigo selecciona aleatoriamente un ndmero
especifico de imagenes por subcarpeta, las procesa utilizando el modelo intermedio
y muestra las imégenes junto con sus respectivos mapas de calor. Estos mapas
resaltan las areas de interés identificadas por el modelo, lo que puede ser Util

para comprender qué partes de la imagen son mas relevantes para la red neuronal en
tareas de reconocimiento visual.

1. import os

2. import numpy as np

3. import random

4. import matplotlib.pyplot as plt

5. from tensorflow.keras.preprocessing import image

6. from tensorflow.keras.applications.inception v3 import preprocess_ input
7. from tensorflow.keras.models import Model

8. import seaborn as sns

9.

10.

11. train data dir = '/content/drive/MyDrive/Train'’

12.

13.

14. base model = InceptionV3(weights='imagenet', include top=False)
15.

l6. intermediate layer model = Model (inputs=base model.input,
outputs=base model.layers[-2].output)

17.

18.

19. def load and process_image (img_path) :

20. img = image.load img(img path, target size=(224, 224))
21.

22. img = image.img to array (img)

23. img = np.expand dims (img, axis=0)

24. img = preprocess_input (img)

25. return img

26.

27.

28. num_images per subfolder = 3

29.

30. subfolders = os.listdir (train data dir)

31.

32.

33. for subfolder in subfolders:

34. subfolder path = os.path.join(train data dir, subfolder)
35. images = os.listdir (subfolder path)

36. random.shuffle (images)

37.

38. for img name in images|[:num images per subfolder]:

39. img path = os.path.join(subfolder path, img name)
40. img = load and process_ image (img path)

41. features = intermediate layer model.predict (img)
42.

43.

44 . plt.figure(figsize=(6, 6))

45. plt.imshow (image.load img(img path))

46. plt.title(f'Imagen: {img name}')

47. plt.axis ('off")
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48.
49,
50.
51.
52.
xticklabels=8,
53.
54.
55.
56.
57.

plt.show ()

plt.figure(figsize=(6, 6))

ax = sns.heatmap (features|O, :, :, 01,
yticklabels=8, vmin=0, vmax=1l)

ax.set xlabel ('Eje X')

ax.set ylabel ('Eje Y')

plt.title(f'Feature Map para: {img name}')

plt.show ()

4.5. CNN creada en Google Colab
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cmap='coolwarm',

El modelo de CNN creado en Colab usando como funcién de activacion MISH, logré
un puntaje AUC decente de 0.9742 como se puede ver en la Tabla 6. Sin embargo,
sus tasas de precision fueron comparativamente mas bajas, con un 86.4%¢sin
desglosar precision por enfermedad) en el conjunto de entrenamiento y solo un 28%
en el conjunto de validacion, como se puede ver en la Tabla 6. Estos resultados
sugieren que el rendimiento de la CNN creada en Colab podria ser suboptimo para la
tarea dada, especialmente en términos de precision (Véase Figura 17).

Tabla 6 Resultados de Validacion de la CNN

Enfermedad Total de Imagenes Validacién Numero de Imagenes
Melanoma 12738 0% 100
Sarampion 11901 96% 100
MonkeyPox 12040 8% 100
Sarna 11901 1% 100
Herpes 11918 5% 100
Varicela 12204 87% 100

Lupus 12096 0% 100
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RESULTADOS CNN
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Figura. 16 Resultados de la CNN elaborada con Colab

Destacando los siguientes puntos de los resultados obtenidos:

e La enfermedad con la tasa de precision mas alta en el conjunto de
entrenamiento fue el Sarampion, con un 96% , seguido por la varicela con un
87% de precision en validacion .

e Hay varias enfermedades en las que la precision es 0%

4.6. Dispositivo de Deteccion Movil

En este capitulo se describe el desarrollo de un dispositivo mévil para la deteccion
simplificada de lesiones en la piel. Nuestra meta fue crear un dispositivo llamado
D.A.N.N. (Dermatologic Analysis with Neural Networks por sus siglas en ingles),
que fuera facil de transportar, inaldmbrico y Gtil en clinicas de nivel 1 (\VVéase Figura
18).

4.6.1. Hardware

La base para este dispositivo es la Raspberry Pi 4 Modelo B con 8 GB de RAM.
Esta Raspberry Pi cuenta con un sistema en un chip Broadcom BCM2711, un
procesador de cuatro nucleos a 1.5 GHz con ARM Cortex-A72 y una GPU
VideoCore VI.

En cuanto a conectividad, el dispositivo incluye Wi-Fi 802.11ac, Bluetooth 5.0 y
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Ethernet Gigabit. Para la salida de video y audio, cuenta con dos puertos micro-

HDMI que admiten pantallas 4K a 60 Hz a través de HDMI 2.0, un puerto de
pantalla MIPI DSI, un puerto de cdmara MIPI CSI, salida estéreo de 4 polos y un
puerto de video compuesto. También cuenta con 2 puertos USB 3.0 y 2 puertos USB
2.0.

El dispositivo D.A.N.N funciona con una fuente de alimentacion de 20000 mAh que
proporciona una salida USB-C de 5V 3A y dos salidas USB de 5V 3A. Para la
interaccion del usuario, utilizamos una pantalla tactil sensible a la presién de 3.5
pulgadas, que se controla con un lapiz.

Para capturar imagenes, incorporamos el Médulo de Camara Raspberry Pi 3, que
ofrece unaresolucion fija de 11.9 megapixeles con un sensor de 4608 x 2592 pixeles.
Este modulo puede grabar en varios modos de video, como 2304 x 1296p a 56 fps,
2304 x 1296p a 30 fps en HDR y 1536 x 864p a 120 fps. Ademas, para garantizar la
calidad de las fotografias, incluimos una pequefia lampara USB de 1.2W (Ver Figura
1).

Figura. 18 Dispositivo D.A.N.N

4.6.2. Software

El dispositivo fue instalado con el sistema operativo Debian Bookworm Full de
64 bits, junto con las bibliotecas Transformers, PyTorch, Torchvision, Pillow y
TIMM para obtener el modelo pre-entrenado, asi como la version 2.0.0 de
Gradio para crear interfaces. Esta configuracion permite la interaccién con los
modelos y la captura de fotografias utilizando la camara Raspberry Pi 3. La
interfaz de Gradio fue configurada en el navegador predeterminado, que en este
caso es Firefox, y se utiliza para mostrar los resultados de prediccién.
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4.6.3. Dataset

Para este experimento, buscamos generar un modelo ligero pero eficiente, ya
que debe cargarse en la primera clasificacion cada vez que el dispositivo se
reinicia. Para lograr esto, creamos un conjunto de datos mas liviano cuyas
caracteristicas pueden observarse en la Tabla 7, el cual también esta disponible
en la plataforma de Kaggle[70] pero centrdndonos Unicamente en 5
enfermedades como puede observarse en la Figura 19.

Tabla. 7 Composicion del dataset ligero
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Nombre 1D Cantidad de imagenes Resolucién Formato
Viruela CH 322 224x224 JPG, PNG
Herpes HZ 386 224x224 JPG, PNG
Melanoma Mel 450 224x224 JPG, PNG
Monkey Pox MP 386 224x224 JPG, PNG
Sarampion MS 293 224x224 JPEG, PNG

Herpes Melanoma Monkeypox Sarampi(')n Varicela
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Figura. 19 Galeria del Dataset

4.6.4. Entrenamiento

El modelo utilizado para este dispositivo es el modelo ViT-Base-Patch16-224
desarrollado por Google. Este modelo fue preentrenado en una gran colecciéon de
imagenes de manera supervisada como se aprecia en la Figura 20. Se preentrend en
ImageNet-21k, que consta de 14 millones de imagenes y 21,843 clases, con una
resolucion de 224x224 pixeles. Después de este preentrenamiento, el modelo fue
afinado en ImageNet 2012, un conjunto de datos que comprende 1 millon de
imagenes y 1,000 clases, también con wuna resolucién de 224x224
(Dosovitskiy,2020). Més tarde, entrenamos esta ultima capa congelando los pesos
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de las capas anteriores para poder clasificar nuestros objetos de estudio utilizando

transferencia de aprendizaje.

El proceso de entrenamiento implicd probar dos conjuntos de datos, uno segmentado
y otro no segmentado, ambos utilizando los siguientes hiperpardmetros: siete
épocas, una funcion de pérdida de entropia cruzada y un optimizador SGD con una
tasa de aprendizaje de le-4, un momento de 0.9 y un decaimiento de peso de le-4.

Durante el entrenamiento, iteramos sobre el DatalL.oader que contiene las imagenes
de entrenamiento, calculando la pérdida en cada iteracion y ajustando los pesos del
modelo para minimizar esta pérdida. La pérdida y la precision del modelo se
evaluaron por época. EI modelo se guardd después de cada iteracion para su
posterior evaluacion.
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Figura. 20 Modelo propuesto para el Dispositivo D.A.N.N basado en el Modelo de Aprendizaje por Transferencia VIT-Base-Patch16-

224,

5.1. Discusion de los resultados

En resumen, el analisis de los resultados revela que Azure Custom Vision demostrd
una precisiéon moderada, alcanzando un 88.6% en el conjunto de entrenamiento y un
62.7% en el conjunto de validacion. En contraste, Orange Data Mining exhibi6
consistentemente una alta precision en ambos conjuntos, con algunas enfermedades
mostrando resultados notablemente sdlidos. Por otro lado, la CNN mostré una
precision mas baja, especialmente en el conjunto de validacién, donde solo alcanzé
un 28% (ver Tabla 8).

Al comparar nuestros resultados con estudios previos, observamos una amplia
variabilidad en la precisién de los modelos de deteccién de enfermedades de la piel.
Mientras que algunos modelos alcanzaron precisiones superiores al 0.95, como en el
caso de AlSuwaidan (2022) y la importancia de la obtencion de imagenes
dermatolégicas que hayan sido tomadas en los escenarios 6ptimos como es el caso
del dataset HAM10000 en el cual se recopilaron imagenes de una excelente calidad.
Nuestro modelo de CNN en Colab mostrd una precision razonable en el conjunto de
entrenamiento (0.864), pero una caida en la labor de validacion (0.2814), sugiriendo
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margen de mejora, especialmente en la generalizacién de la validacion. Estos

hallazgos resaltan la importancia continua de mejorar los modelos de aprendizaje
automatico para una deteccidn precisa de enfermedades de la piel.

Tabla. 8 Comparacion de los modelos y sus resultados

Modelo Parametros AUC Precision en entrenamiento Precision en validaciéon
Funcién: Relu
Train:90% 0.982 98.2% 99.8%
Dact)a:?r?igrll?ng TESI:IO%
Epocas:20
Folds:10
Azure Custom General Compact S1 - 88.6% 62.7%
Vision
Funcién: MISH
Train:80%
Test:20%
CNN Epocas:20 0.974 86.4% 28.14%

Batch size:128

Por la parte de las pruebas en el modelo transformer del dispositivo movil, los resultados del
entrenamiento con las imagenes segmentadas mostraron un aumento significativo en la precision
del modelo a lo largo de las épocas, demostrando un gran rendimiento en la clasificacion, como
se muestra en la Figura 21, logrando una precision del 99.9% en la altima época, mientras que
la version no segmentada alcanzé un porcentaje del 99.4%. Ambos modelos lograron un AUC
de 1.0, como se muestra en la Tabla 9.
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Figura. 21 Matrices de confusion durante la etapa de entrenamiento A) Segmentado B) No segmentado

Tabla. 9 Comparacion de resultados entre el modelo Segmentado y Sin Segmentacion

Segmentado 99.9% 0.007 1.0 1.0 1.0 1.0
No Segmentado 99.6% 0.020 1.0 1.0 1.0 1.0

Para la validacién, evaluamos los ultimos 3 modelos generados en cada época porgue cada uno
mostr6 un rendimiento diferente (ver Figura 22 y 23). En algunos casos, el modelo nimero 7
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no siempre es el mas efectivo para esta tarea, como se muestra en la tabla. Por lo tanto,

elegimos el modelo con la mejor capacidad de validacion, en este caso, el modelo nimero 6 sin
segmentacion (ver Tabla 9y 10).
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Figura. 33 Resultados de validacion de los modelos no segmentados A) modelo 5, B) modelo 6 y C) modelo 7

Tabla. 9 Comparacion de resultados entre el modelo Segmentado y Sin Segmentacion

Segmentado 85.20% 84.40% 87.81%
No Segmentado 89.95% 90.76% 89.15%

Tabla. 10 Resultados desglosados por enfermedad del modelo 6 sin segmentar

Monkeypox 89.0% 0.88 0.82 0.85
Melanoma  98.0% 0.88 0.99 0.99
Herpes 94.0% 0.88 0.92 0.92
Sarampion  79.0% 0.88 0.83 0.83
Varicela 81.0% 0.88 0.80 0.80

Para las pruebas en el dispositivo, se eligié el mejor modelo, en este caso, la sexta
época sin segmentacion. Se tomaron fotografias a varias distancias, concluyendo que
15 cm es la distancia 6ptima para tomar la fotografia. Durante las pruebas, se
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utilizaron conjuntos de datos con zooms de salida del 10%, 30% y 50%, observando

una disminucién en la precision y el rendimiento a medida que la distancia de captura
se alejaba de los 15 cm. Los resultados muestran que, sin zoom, se logré una precision
del 90.76, con un zoom del 10% fue del 87.9, con un zoom del 30% fue del 85.9, y
con un zoom del 50% fue del 72.2, como se puede ver en la Figura 24.

Pruebas de distancia.

100

80
60
40
20

0

Sin Zoom 10% 30% 50%

Figura. 24 Test de distancia para las fotografias

CONCLUSIONES

Este estudio comparativo examino plataformas como Orange, Azure Custom Vision
y Google Colab para la identificacion de lesiones cutaneas, con el objetivo de obtener
una comprension general de estas herramientas y sus resultados. Se observé que la
diversidad de imagenes y el entrenamiento son aspectos cruciales en la efectividad de
los modelos. Por ejemplo, en Orange se utilizé el modelo InceptionV3, entrenado con
una amplia variedad de imagenes y clases, mientras que en Azure se emplearon
modelos compactos que también demostraron una gran solidez en los resultados. En
contraste, se compar6 con una CNN creada desde cero, cuyo entrenamiento se basé
Gnicamente en las imagenes utilizadas.

Uno de los principales desafios fue la creacion de un conjunto de datos adecuado y la
segmentacion de lesiones, aspectos que se abordara méas adelante en esta conclusion.
Ademas, se destacaron las limitaciones de usar modelos desarrollados en software
gue no permiten un control completo sobre la arquitectura, como seria el caso de un
modelo programado linea por linea.

Por la parte del dispositivo madvil se destaca la agilidad al momento de realizar la
prediccion ademas de que el modelo solo pesa 327.4MB en contraste con el modelo
de Orange el 1.09GB vy la precision en validacién que tiene un soélido 90.76% de
validacion, es importante destacar que en este apartado no se realiz6 aumento
aungue seria bueno a futuro realizar un aumento con técnicas avanzadas como el
MixUp o un CutUp

Para cerrar, se resalta la efectividad del modelo en la agilizacion de tiempos, lo que
puede ser una herramienta valiosa para médicos especialistas y no especialistas al
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buscar una segunda opinién sobre el diagnostico de una lesidn o para canalizar a un

paciente hacia la atencién adecuada. Se sugiere continuar el desarrollo de la
investigacion explorando formas de recrear el mismo modelo con recursos que
permitan un mayor control y adaptacion, asi como un estudio mas profundo del
mismo.

e Dataset y Preprocesamiento

En este apartado, se destaca la complejidad de crear un dataset eficiente, donde las
imégenes proporcionen las caracteristicas adecuadas en el escenario correcto. Por
ejemplo, en datasets como HAM10000 e ISIC, las imagenes dermatoldgicas son de
alta calidad, a diferencia de aquellas obtenidas de otros conjuntos de datos o a través
de tecnicas como web scrapping, que, si bien pueden ser Utiles, no garantizan la
validacion de las iméagenes.

e Librerias

Se utilizaron diversas librerias, como OpenCV para la segmentacion y TensorFlow y
Keras para el entrenamiento de los modelos. Sin embargo, surgié un desafio con
Orange vy su libreria Orange 3, debido al formato Unico que permite exportar los
modelos. Esto dificulto la transferencia a formatos mas flexibles y con mayor soporte,
como el .h5, utilizado por otras librerias y entornos.

e Segmentacion de imagenes

La tarea de segmentacion en este proyecto result6 ser bastante complicada debido a
la variedad de lesiones, las cuales presentan diferentes formas y caracteristicas.
Algunas de estas lesiones incluso comparten similitudes con otros elementos del
cuerpo humano, como los 0jos, pezones o labios. Estos bordes, protuberancias o areas
con alta coloracién en la piel pueden confundir al segmentador y complicar la labor.

Seria beneficioso considerar nuevas opciones para la segmentacion, como los
segmentadores privados de Meta o tecnologias diferentes como YolLo. Estas
alternativas podrian ofrecer métodos maés efectivos para lidiar con la complejidad de
las lesiones cutaneas y mejorar la precision en la identificacion y delimitacién de las
mismas.

Observando hacia el futuro, me gustaria continuar explorando soluciones para este
problema, que es extremadamente amplio. Ademas, me gustaria abordar el desafio de
analizar otros tipos de lesiones cutaneas, dado que la cantidad de enfermedades que
presentan lesiones en la piel es abismal, aunque ello requiera diferentes modelos.
También tengo interés en mejorar el modelo utilizado en la Raspberry Pi, para que
este dispositivo sea aun més valioso en el campo de la dermatologia.
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En resumen, este estudio comparativo destaco la importancia del entrenamiento y la
diversidad de imégenes en la efectividad de los modelos de identificacion de lesiones
cutaneas. A pesar de los desafios encontrados, se evidencid el potencial de estas
herramientas para agilizar los tiempos de diagnostico y ofrecer segundas opiniones a
meédicos especialistas y no especialistas. Continuar investigando en esta area puede
llevar a avances significativos en el campo de la dermatologia y visién por
computadora.
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